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po naučeńı − kontrolou na jiné trénovaćı
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Hodnoceńı úspěšnosti uč́ıćıho algoritmu

jak můžeme zjistit, zda h ≈ f ?

〈

dop̌redu − použ́ıt věty Teorie kom-
putačńıho učeńı

po naučeńı − kontrolou na jiné trénovaćı
sadě

použ́ıvaná metodologie (cross validation):

1. vezmeme velkou množinu p̌ŕıkladů

2. rozděĺıme ji na 2 množiny –
trénovaćı a testovaćı

3. aplikujeme uč́ıćı algoritmus na
trénovaćı sadu, źıskáme hypotézu h

4. změ̌ŕıme procento p̌ŕıkladů v
testovaćı sadě, které jsou správně
klasifikované hypotézou h

5. opakujeme kroky 2–4 pro r̊uzné
velikosti trénovaćıch sad a pro
náhodně vybrané trénovaćı sady

ǩrivka učeńı – závislost ve-
likosti trénovaćı sady na
úspěšnosti

0.4

0.5

0.6

0.7

0.8

0.9

1

0 20 40 60 80 100

%
 s

p
rá

v
n
o
st

i 
u
 t

es
to

v
ac

í 
sa

d
y

velikost trénovací sady
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Hodnoceńı úspěšnosti uč́ıćıho algoritmu

Hodnoceńı úspěšnosti uč́ıćıho algoritmu – pokrač.

tvar ǩrivky učeńı záviśı na je hledaná funkce realizovatelná ×
nerealizovatelná
funkce může být nerealizovatelná kv̊uli

• chyběj́ıćım atribut̊um
• omezenému prostoru hypotéz

naopak nadbytečné expresivitě
nap̌r. množstv́ı nerelevantńıch atribut̊u

1

% správnosti

# p̌ŕıkladů

nerealizovatelná

nadbytečná

realizovatelná

Úvod do umělé inteligence 11/12 25 / 42



Hodnoceńı úspěšnosti uč́ıćıho algoritmu Induktivńı učeńı – shrnut́ı

Induktivńı učeńı – shrnut́ı

učeńı je poťrebné pro neznámé prosťred́ı (a ĺıné analytiky ,)

uč́ıćı se agent – výkonnostńı komponenta a komponenta učeńı

metoda učeńı záviśı na typu výkonnostńı komponenty, dostupné
zpětné vazbě, typu a reprezentaci části, která se má učeńım zlepšit

u učeńı s dohledem – ćıl je naj́ıt nejjednoduš̌śı hypotézu p̌ribližně
konzistentńı s trénovaćımi p̌ŕıklady

učeńı formou rozhodovaćıch stromů použ́ıvá ḿıru informace

kvalita učeńı – p̌resnost odhadu změ̌rená na testovaćı sadě
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Neuronové śıtě Neuron

Neuron

mozek – 1011 neuronů > 20 typů, 1014 synapśı, 1ms–10ms cyklus
nosiče informace – signály = “výkyvy” elektrických potenciál̊u (se šumem)

neuron – mozková buňka, která
má za úkol sběr, zpracováńı a
š́ı̌reńı signál̊u

Axon, nervový výběžek

Tělo buňky, soma

Jádro

Dendrit

Synapse

Nervová vlákna

Axon z jiné buňky

Synapse
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Neuronové śıtě Poč́ıtačový model – neuronové śıtě

Poč́ıtačový model – neuronové śıtě

1943 – McCulloch & Pitts – matematický model neuronu
spojené do neuronové śıtě – schopnost tolerovat šum ve vstupu a učit se

jednotky

(units)

v neuronové śıti – jsou propojeny vazbami (links)

– vazba z jednotky j do i propaguje aktivaci aj
jednotky j

– každá vazba má č́ıselnou váhu Wj ,i

(śıla+znaménko)

Σ

vstupńı
vazby funkce

aktivačńı výstupńı
vazby

Wj ,i
aj
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Neuronové śıtě Poč́ıtačový model – neuronové śıtě

Poč́ıtačový model – neuronové śıtě

1943 – McCulloch & Pitts – matematický model neuronu
spojené do neuronové śıtě – schopnost tolerovat šum ve vstupu a učit se

jednotky

(units)

v neuronové śıti – jsou propojeny vazbami (links)

– vazba z jednotky j do i propaguje aktivaci aj
jednotky j

– každá vazba má č́ıselnou váhu Wj ,i

(śıla+znaménko)
funkce jednotky i :

1. spoč́ıtá váženou
∑

vstupů = ini

2. aplikuje aktivačńı funkci g

3. t́ım źıská výstup ai

ai = g(ini ) = g(
∑

j

Wj,iaj)

Σ

výstupvstupńı
vazby

aktivačńı
funkcefunkce

vstupńı výstupńı
vazby

a0 = −1 ai = g(ini)

ai

g
iniWj ,i

prahová váha

W0,i

aj
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Neuronové śıtě Aktivačńı funkce

Aktivačńı funkce

účel aktivačńı funkce: jednotka má být aktivńı (≈ +1) pro pozitivńı
p̌ŕıklady, jinak neaktivńı ≈ 0

aktivace muśı být nelineárńı, jinak by celá śıt’

byla lineárńı
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Neuronové śıtě Aktivačńı funkce

Aktivačńı funkce

účel aktivačńı funkce: jednotka má být aktivńı (≈ +1) pro pozitivńı
p̌ŕıklady, jinak neaktivńı ≈ 0

aktivace muśı být nelineárńı, jinak by celá śıt’

byla lineárńı
nap̌r.

a)

+1

ini

g(ini)

prahová funkce

b)

+1

ini

g(ini)

sigmoida 1/(1 + e−x)
je derivovatelná – důležité pro učeńı

změny prahové váhy W0,i nastavuj́ı nulovou pozićı – nastavuj́ı práh aktivace
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Neuronové śıtě Logické funkce pomoćı neuronové jednotky

Logické funkce pomoćı neuronové jednotky

AND

W0 = 1.5

W1 = 1

W2 = 1

OR

W2 = 1

W1 = 1

W0 = 0.5

NOT

W1 = 1

W0 = 0.5

jednotka McCulloch & Pitts sama uḿı implementovat základńı Booleovské
funkce

⇒ kombinacemi jednotek do śıtě můžeme implementovat libovolnou
Booleovskou funkci
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Neuronové śıtě Struktury neuronových śıt́ı

Struktury neuronových śıt́ı

śıtě s p̌redńım vstupem (feed-forward networks)

• necyklické
• implementuj́ı funkce
• nemaj́ı vniťrńı pamět’

rekurentńı śıtě (recurrent networks)

• cyklické
• vlastńı výstup si berou opět na vstup
• složitěǰśı a schopněǰśı
• výstup má (zpožděný) vliv na aktivaci = pamět’

• Hopfieldovy śıtě – symetrické obousměrné vazby; funguj́ı jako asociativńı

pamět’

• Boltzmannovy stroje – pravděpodobnostńı aktivačńı funkce
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Neuronové śıtě Struktury neuronových śıt́ı

Př́ıklad śıtě s p̌redńım vstupem

śıt’ 5-ti jednotek – 2 vstupńı jednotky, 1 skrytá vrstva (2 jednotky), 1
výstupńı jednotka

W1,3

1,4W

2,3W

2,4W

W3,5

4,5W

1

2

3

4

5

śıt’ s p̌redńım vstupem = parametrizovaná nelineárńı funkce vstupu

a5 = g(W3,5 · a3 +W4,5 · a4)

= g
(

W3,5 · g(W1,3 · a1 +W2,3 · a2) +W4,5 · g(W1,4 · a1 +W2,4 · a2)
)
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Neuronové śıtě Jednovrstvá śıt’ – perceptron

Jednovrstvá śıt’ – perceptron

perceptron
– pro Booleovskou funkci 1 výstupńı jednotka

– pro složitěǰśı klasifikaci – v́ıce výstupńıch jednotek

vstupní

jednotky jednotky

výstupní
Wj,i
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Neuronové śıtě Jednovrstvá śıt’ – perceptron

Vyjaďrovaćı śıla perceptronu

perceptron může reprezentovat hodně Booleovských funkćı – AND, OR,
NOT, majoritńı funkci, . . .

∑

j Wjxj > 0 nebo W · x > 0

reprezentuje lineárńı separátor (nadrovina) v prostoru vstupu:
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I 1

I 2

?

1

0
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Neuronové śıtě Jednovrstvá śıt’ – perceptron

Učeńı perceptronu

výhoda perceptronu – existuje jednoduchý uč́ıćı algoritmus pro libovolnou lineárně
separabilńı funkci
učeńı perceptronu = upravováńı vah, aby se sńıžila chyba na trénovaćı sadě
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Učeńı perceptronu

výhoda perceptronu – existuje jednoduchý uč́ıćı algoritmus pro libovolnou lineárně
separabilńı funkci
učeńı perceptronu = upravováńı vah, aby se sńıžila chyba na trénovaćı sadě

kvadratická chyba E pro p̌ŕıklad se vstupem x a požadovaným (=správným)
výstupem y je

E = 1
2Err

2
≡

1
2 (y − hW(x))2, kde hW(x) je výstup perceptronu
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Neuronové śıtě Jednovrstvá śıt’ – perceptron

Učeńı perceptronu

výhoda perceptronu – existuje jednoduchý uč́ıćı algoritmus pro libovolnou lineárně
separabilńı funkci
učeńı perceptronu = upravováńı vah, aby se sńıžila chyba na trénovaćı sadě

kvadratická chyba E pro p̌ŕıklad se vstupem x a požadovaným (=správným)
výstupem y je

E = 1
2Err

2
≡

1
2 (y − hW(x))2, kde hW(x) je výstup perceptronu

váhy pro minimálńı chybu pak hledáme optimalizačńım prohledáváńım spojitého
prostoru vah

∂E
∂Wj

= Err × ∂Err
∂Wj

= Err × ∂
∂Wj

(

y − g(
∑n

j=0 Wjxj)
)

= −Err × g ′(in)× xj

pravidlo pro úpravu váhy
Wj ←Wj + α× Err × g ′(in)× xj α. . . uč́ıćı konstanta (learning rate)

nap̌r. Err = y − hW(x) > 0 ⇒ výstup hW(x) je moc malý
⇒ váhy se muśı zvýšit pro pozitivńı p̌ŕıklady a sńıžit pro negativńı

úpravu vah provád́ıme po každém p̌ŕıkladu → opakovaně až do dosažeńı

ukončovaćıho kritéria
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Neuronové śıtě Jednovrstvá śıt’ – perceptron

Učeńı perceptronu pokrač.

uč́ıćı pravidlo pro perceptron konverguje ke správné funkci pro libovolnou
lineárně separabilńı množinu dat

a) učeńı majoritńı funkce
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b) učeńı čekáńı na volný st̊ul v re-
stauraci
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Neuronové śıtě V́ıcevrstvé neuronové śıtě

V́ıcevrstvé neuronové śıtě

vrstvy jsou obvykle úplně propojené
počet skrytých jednotek je obvykle volen experimentálně

vstupní jednotky

skryté jednotky

 výstupní jednotky ai

Wj,i

aj

Wk,j

ak
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Neuronové śıtě V́ıcevrstvé neuronové śıtě

Vyjaďrovaćı śıla v́ıcevrstvých śıt́ı

s jednou skrytou vrstvou – všechny spojité funkce
se dvěma skrytými vrstvami – všechny funkce
těžko se ovšem pro konkrétńı śıt’ zjǐst’uje jej́ı prostor reprezentovatelných
funkćı

nap̌r.

dvě “opačné” skryté jednotky
vytvǒŕı ȟrbet
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Neuronové śıtě V́ıcevrstvé neuronové śıtě

Učeńı v́ıcevrstvých śıt́ı

pravidla pro úpravu vah:

výstupńı vrstva – stejně jako u perceptronu

Wj ,i ←Wj ,i + α× aj ×∆i kde ∆i = Err i × g ′(ini )
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Neuronové śıtě V́ıcevrstvé neuronové śıtě

Učeńı v́ıcevrstvých śıt́ı

pravidla pro úpravu vah:

výstupńı vrstva – stejně jako u perceptronu

Wj ,i ←Wj ,i + α× aj ×∆i kde ∆i = Err i × g ′(ini )

skryté vrstvy – zpětné š́ı̌reńı (back-propagation) chyby z výstupńı vrstvy

Wk,j ←Wk,j + α× ak ×∆j kde ∆j = g ′(inj)
∑

i Wj ,i∆i
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Neuronové śıtě V́ıcevrstvé neuronové śıtě

Učeńı v́ıcevrstvých śıt́ı

pravidla pro úpravu vah:

výstupńı vrstva – stejně jako u perceptronu

Wj ,i ←Wj ,i + α× aj ×∆i kde ∆i = Err i × g ′(ini )

skryté vrstvy – zpětné š́ı̌reńı (back-propagation) chyby z výstupńı vrstvy

Wk,j ←Wk,j + α× ak ×∆j kde ∆j = g ′(inj)
∑

i Wj ,i∆i

problémy učeńı:

– dosažeńı lokálńıho minima chyby

– p̌ŕılǐs pomalá konvergence

– p̌ŕılǐsné upnut́ı na p̌ŕıklady → neschopnost generalizovat
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Neuronové śıtě V́ıcevrstvé neuronové śıtě

Učeńı v́ıcevrstvých śıt́ı pokrač.

v́ıcevrstvá śıt’ se problém čekáńı na volný st̊ul v restauraci uč́ı znatelně ĺıp
než perceptron
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Neuronové śıtě Neuronové śıtě – shrnut́ı

Neuronové śıtě – shrnut́ı

věťsina mozk̊u má velké množstv́ı neuronů; každý neuron ≈ lineárńı
prahová jednotka (?)

perceptrony (jednovrstvé śıtě) maj́ı ńızkou vyjaďrovaćı śılu

v́ıcevrstvé śıtě jsou dostatečně silné; mohou být trénovány pomoćı
zpětného š́ı̌reńı chyby

velké množstv́ı reálných aplikaćı
• rozpoznáváńı řeči
• ř́ızeńı auta
• rozpoznáváńı ručně psaného ṕısma
• . . .
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